Spectroscopy와 chemometrics를 이용한 물성 측정
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서론
화학 공정의 제어를 위해서 필요한 물성 정보(properties information) 가운데에는, 직접적인 측정이 불가능하거나 가능하다 하더라도 측정에 많은 시간과 비용이 드는 것들이 많다. 화학적 분석이 필요한 물성 측정의 경우에는 실시간 측정이 불가능한데, 이 때문에 실현 가능한 제어 동작의 범위가 크게 구속 받는다. 그 외에도 실시간 측정에 대한 필요성은 생산물에 대한 품질 감시 측면에서도 대두되고 있다.

측정이 용이하지 않은 물성을 화학적 분석 과정 없이 빠르고 정확하게 추정할 수 있는 수단으로 Chemometrics를 이용한 스펙트럼 분석을 들 수 있다. Chemometrics는 실험실이나 화학 공정에서 나오는 다변량의 데이터로부터 정보를 도출하기 위해서 쓰이는 수학적 수단들을 일컫는 것으로, 목적에 따라서 크게 세 가지 범주로 나누어 볼 수 있다. (1) 데이터의 패턴 탐색(exploratory data analysis) (2) 물성 예측을 위한 calibration (continuous property regression) (3) 분류 모델링(classification modeling)이 그것이다. Calibration 알고리즘에는 고전적인 회귀 분석(classical regression), PCR (Principal component regression), PLS(Partial Least Squares)등이 있는데, 스펙트럼 데이터의 경우처럼 상관 관계를 가지는 독립 변수(predictor variable)의 수가 대단히 많고 예측하고자 하는 변수(response variable)의 수가 하나인 경우에는 PLS 알고리즘이 적합하다.[1]

본 논문에서는 원유의 NIR 스펙트럼과 PLS 알고리즘을 결합시킴으로써 원유의 API값에 대한 예측 모델을 구성하였으며, 데이터 전처리와 변수에 대한 선택 및 변환(transformation)이 예측기의 성능에 어떤 영향을 주는지 비교 분석하였다. 

이론

Beer’s Law
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Beer’s law는 어떤 특정 파장에서의 흡광도가 각 성분의 선형적 합에 의해서 결정된다는 설명이다. 

 Ai : absorbance at ith frequency, aj : absorptivity of jth component    (1)

cj : concentration of jth component, l : number of components

스펙트럼 분석의 가장 기본적인 가정으로, 각 성분 사이의 비선형적인 상호작용, 흡광기기 자체의 비선형성 등으로 인해 오차를 유발하는 주요 원인이 될 수 있다. 
Data preprocessing

데이터를 이용한 경험적 모델링에서는 모델 데이터의 품질이 대단히 중요하다. 모델 데이터는 유사한 구조를 가지는 샘플들로 이루어 져야 하는데, 구조가 다른 특이점(outlier)은 예측 모델의 성능을 크게 떨어뜨릴 수 있으므로 모델 데이터의 구성에서 제외되어야 한다. 데이터 내부에 여러 개의 동질적인 집단들이 존재하는지의 여부와 특이점을 찾기 위해 KNN method에 기반한 HCA 알고리즘을 사용하였다. KNN은 클러스터 간의 유사성 판정을 정의한 확률 밀도 함수에 의존하는 방법이다. 먼저 모든 샘플들을 하나의 독립적인 클러스터로 간주한다. Density estimate에 근거하여 dissimilarity measure를 정의하고, 이에 대하여 single linkage cluster method를 적용하여 가장 유사한(similar) 샘플들을 묶어 나가면서  클러스터들을 형성한다. Dendrogram에서 가장 이질적인 점들을 찾아 outlier로서 제거하면 원래의 데이터로부터 양질의 모델 데이터를 얻을 수 있다.

PLS(Partial Least Squares)
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calibration에 사용되는 알고리즘으로는 PLS, PCR이 대표적이다. 이 알고리즘들은 데이터가 가지는 노이즈나 독립 변수 사이의 상관 관계에 의해 유발되는 문제점을 해결할 수 있는데, 이들이 factor analysis에 기초한 알고리즘이기 때문이다. 종전의 최소 자승법에서는 몇 개의 변수만 선정하여 독립 변수로 활용하는데 반하여, 측정치 전부가 다변량 정보로서 동시에 활용되고 변수간의 상관 관계가 모델링에 반영된다는 데에 PLS,PCR의 강점이 있다. PCR에서는 PLS 데이터의 독립 변수 집단(x-block)과 종속 변수 집단(y-block)의 분산을 각각 독립적으로 계산하여 새로운 변수(principal components)를 만들고, 이들 사이의 상관 관계(inner relation)를 최소 자승법으로 맺어준다. PLS는 PCR의 변형된 형태로 볼 수 있는데,  y-block의 분산을 고려하여 x-block의 새 변수(latent varible)를 구성하기 때문에 더 작은 수의 latent variables로 y-block을 설명해 낸다. NIR 데이터처럼 변수의 수가 샘플의 수보다 극도로 많고 독립 변수 사이의 상관 관계가 큰 경우에는 고전적인 최소 자승법이 calibration 알고리즘으로 적당하지 않은데, 변수 사이의 상관 관계를 반영할 수 있는 PLS 알고리즘을 사용하여야 한다. PLS 알고리즘의 적용에 있어서는 latent variable의 수와 변수의 선택적 사용이 중요한 요소로 작용한다.[2][3]

그림1. PCR 알고리즘

Wavelet transform

Wavelet transform은 wavelet이라고 불리는 orthogonal basis에 의한 변환으로, Wavelet basis((m,n)는 mother wavelet(()의 scale을 변화 시키고 time에 대해서 평행 이동 시킴으로써 구성된다. 
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이렇게 구성된 basis에 대하여 wavelet transform은 다음과 같이 정의된다.



      (3)

   Wavelet 변환은 time-domain의 신호를 time-scale domain으로 옮기는데, wavelet basis의 특성 때문에 multi-resolution의 성질을 가진다. STFT(Short Time Fourier Transform)도 time resolution을 갖추고 있긴 하지만, 윈도우 크기에 따른 uni-resolution만을 가지기 때문에 필요에 따라서 충분히 큰 resolution을 얻을 수가 없다. 이에 반해, wavelet transform에서는 time 및 frequency resolution을 가변적으로 조절함으로써 필요에 따라 충분히 큰 resolution을 얻을 수 있다. 이러한 성격 때문에 극도로 non-stationary signal인 NIR 스펙트럼을 분석하는 데에 wavelet 변환이 적합하고, 스펙트럼에서의 급격한 변화를 잡아내는데 wavelet 변환이 유용하다.[4][5] 또, Wavelet 변환을 통해 신호의 날카로운 형태를 무디게 하지 않으면서 noise를 제거할 수 있다. 본 논문에서는 x-block을 파장-스케일 domain으로 변환시킨 후에 wavelet regression을 수행해 보았다.

결과 및 토론

 56개의 스펙트럼과 각각에 해당하는 API 값들로 구성된 데이터를 이용하여 API에 대한 예측 모델을 구성하였다. PLS를 이용한 예측 모델 구축에 앞서서 HCA를 통해 특이점(Outliers)을 찾았는데, dendrogram에서 두드러진 outlier 두 개를 지목하였으며, 이를 넣어서 구성한 모델과 제거한 후 구성한 모델의 예측 능력을 비교하였다. 예측 능력은 MSPE(mean squared prediction error)값으로 비교하였는데, 모델 데이터로는 1에서 40번까지의 샘플을 사용하였고, 나머지 데이터는 테스트 샘플로 사용하였다. PLS를 사용하기 위해서는 데이터에 대한 표준화 작업이 필요하다. NIR 데이터의 경우에는 mean centering만을 하여야 하는데, 각 변수의 분산까지 표준화하는 autoscaling을 하면, 흡광 파장별 중요도에 대한 정보가 상실되므로 예측 모델의 성능을 저하시킨다. Autoscaling을 적용한 모델과 mean centering만을 적용한 모델을 비교하였다.


with outliers
without outliers (2 outliers excluded)



MSEP(model)
MSEP(test)

MSEP(model)
MSEP(test)

autoscaling
11
0.0601
0.6736
8
1.1411
0.6894

mncn
10
0.0930
0.5449
13
0.0345
0.4779

표1. Scaling 방법과 Outlier가 모델에 미치는 영향

Autoscaling을 한 경우보다 mean centering을 실시한 경우가 우월한 예측 능력을 보여 주었고, outlier가 예측 능력을 손상시킴이 명백하게 들어 났다.

   원유의 조성이 복잡하긴 하지만, 모든 파장에서 흡광이 일어나지는 않는다. 조성을 고려할 때 중요하다고 여겨지는 파장만을 선정하여 PLS 모델을 구성할 수 있는데, 이렇게 할 경우 x-block에서 무의미한 변수들이 제거됨으로써 모델의 성능향상이 이루어 진다. Outlier를 제거하고 mean centering을 사용했을 때, 11개의 latent variable(optimum number of latent variables)에서 MSEP는 0.0514(model set)와 0.2591(test set)로 나타났다. 변수의 선택적 사용을 통해서 모델의 예측 능력이 향상되었다.

스펙트럼들에 wavelet transform을 취하고 파장-스케일 영역에서 PLS regression을 수행하였다(Wavelet Regression). Wavelet coefficient로 구성된 x-block을 사용하여 regression한 결과, latent variable이 11개일 때 최적의 모델이 형성되었고 MSEP는 0.0514(model set)와 0.2591(test set)로 구해졌다. 이것은 wavelet 변환을 취하지 않은 x-block을 사용한 경우와 일치하는 결과로서, 스펙트럼이 가진 정보가 파장-스케일 영역에서도 그대로 보존됨을 의미한다. Wavelet transform은 신호(signal)의 변화에 대한 정보를 소수의 wavelet 계수에 집중시키는 특성을 지니고 있다. 신호에서 노이즈가 갖는 에너지는 파장-스케일 영역에서 작은 값의 계수들로 분산되어 표현되는데, thresholding을 주어 작은 계수들을 소거함으로써 선별적으로 노이즈를 제거할 수 있다. 이러한 성질에 착안하여 각 스펙트럼에 wavelet transform을 취하고 thresholding을 준 다음, 노이즈의 영향이 감소된 계수들로 예측 모델을 구성하여 보았다. 이때, 중요하지 않은 계수들은 0으로 간주됨으로써 변수에 대한 선별 효과를 가져 온다. Wavelet 계수들에 thresholding을 준 다음 모델을 구성한 결과, 11개의 latent variable이 쓰였을 때 0.0269(model set)와 0.2325(test set)의 MSEP값을 보여 주었으며, thresholding을 주지 않은 경우보다 향상된 예측 능력을 발휘하였다. 


lv
MSEP(model)
MSEP(test)

without thresholding
11
0.0514
0.2591

with thresholding
10
0.0269
0.2325

표2. The offect of thresholding on Wavelet regression

요컨대, outlier의 제거, 중요 변수에 대한 선별, 노이즈 제거의 작업을 물성 예측을 위한 PLS 모델의 구성 과정에 첨가함으로써 PLS 모델이 갖는 예측 성능을 크게 향상시킬 수 있다. 특히, 샘플의 수에 비해 독립 변수의 수가 대단히 많은 NIR 데이터를 분석하는 경우에 있어서 필수적인 작업들이며, wavelet thresholding을 통한 간접적인 변수 재선정을 추가함으로써 예측 능력 향상을 극대화할 수 있다.
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